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요 약

다차선 고속도로 환경에서는 다양한 교통 상황이 발생하며 교통 수칙을 준수하면서 주행해야 하며 이는 자율주

행에서 매우 어려운 과제이다. motion planning에 대한 기존의 판단 방법은 규칙 기반 판단 방법으로 복잡한 환경

에서 안전을 보장할 수 없으며, 이 문제를 해결하기 위해 심층 강화학습을 적용한 판단 방법에 관한 연구가 진행

되고 있다. 본 논문에서는 심층 강화학습 속 하이브리드 액션을 이용한 proxiaml policy optimization(PPO)에 기반

한 판단 방법을 제시한다. 심층 강화학습 모델의 상태 공간은 차선 정보, 속도를 포함한 자차량(ego)의 상태, 주변

차량의 상태를 포함하며, 연속 종 방향 액추에이터 값과 이산 횡 방향 차선 변경 판단을 출력으로 한다. 차선 변

경을 위해 고정된 스티어링(steering)을 사용하는 것이 아닌 pure pursuit을 통해 액추에이터 단계의 스티어링을 제

어한다. 100번의 테스트를 진행하여 충돌률을 포함한 평가 지료를 제시하며, 실험 결과는 하이브리드 액션을 이용

한 에이전트가 연속 또는 이산 행동을 취하는 에이전트보다 더 안전하다는 결과를 보여준다

키워드 : 자율주행, 심층강화학습, 차로변경, PPO, 고속도로, 하이브리드 액션
Key Words : Autonomous Driving, Deep Reinforcement Learning, Lane-Change, PPO, Highway, Hybrid Action

ABSTRACT

Various traffic situations on multi-lane highways pose challenges for autonomous driving, requiring adherence

to traffic rules. Traditional rule-based decision-making struggles with safety in complex environments, leading

to research on deep reinforcement learning (DRL). This paper proposes a decision-making method based on

proximal policy optimization (PPO) with hybrid actions. The DRL model inputs the states of the ego vehicle

and surrounding vehicles, outputting continuous longitudinal control and discrete lateral lane changes. For lane

changes, actuator-level steering is controlled via pure pursuit. Experiments show that agents with hybrid actions

are safer than those using only continuous or discrete actions.
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Ⅰ. 서 론

자율주행에대한관심도가커짐따라최근자율주행
기술이 크게 발전하였으며, 안전, 교통 혼잡, 에너지,

환경등도로위의문제들을해결하는데기여할것으로

전망되고 있다[1]. 국제자동차기술자협회(The Society

of Automotive Engineers, SAE)에서는자율주행시스
템(Autonomous Driving Systems, ADS)을 Level 0부

터 5까지 6개의단계로구분하고있다[2]. 현재상용화된
기술은 Level 2-3의 수준에 해당하며, 이를 넘어선
Level 4 이상의 자율주행 기술은 운전자가 필요 없는

자율주행을의미한다[3]. 또한, Level 4 이상의자율주행
에서부터는시스템이판단하기때문에그에따라판단
에 대한 고도화된 기술을 필요로 하게 된다.

자율주행 시스템(ADS)은 일반적으로 크게 센싱
(sensing), 인지(perception), 측위(localization), 맵 생
성(map building), 경로 생성 및 판단(planning &

decision-making), 제어(control)의 모듈로 구성된다
[4,5]. 특히, 판단은차선변경, 다른차량추월결정등을
하는가장결정적인모듈중하나로잘못된판단은사고

로 이어질 수 있으며, 실제 세계에 대한 불확실성 및
복잡도로인하여자율주행차량의판단은여전히어려
운과제로남아있다[6,7]. 특히고속도로에서는다양한

교통상황에서교통수칙을준수하면서다른차량을회
피해서주행하는시나리오는사람도쉽게판단하기어
려운 문제이다[8].

현재까지판단에대한문제를해결하기위해다양한
연구가진행되었다. 판단은 3개의방법으로분류할수
있다. 첫번째방법은규칙 기반(rule-based)의판단이

다. Stanford 대학에서 Volkswagen 회사와 협업하여
개발한 자율주행 차량에서는 finite state machine

(FSM)을 사용하여 판단하였고[9], defense advanced

research projects agency (DARPA) 챌린지에서는
intelligent driver model (IDM)과 minimizing overall

braking induced by lane changes (MOBIL)을적용하

여성공적인판단을이루었다[10,11]. 또한, Pérez는퍼지
논리에기반하여자율주행차량의추월결정에대한방
법을제시하였다. 규칙기반의판단방법은구현하기가

간단하다는장점이존재하지만, 이를구현하기위해서
방대한사전지식과여러교통상황들이필요하다는한
계가있다. 또한규칙기반의판단방법으로는복잡한

교통상황을모두표현하기에는어려움이존재하며, 정
의되지않는상황에대해서는안전한주행판단에대하
여 보장할 수 없게 된다. 앞서 언급한 Stanford에서

FSM에기반하여개발한자율주행차량의경우, 테스트

주행시 FSM에서정의하지않는상황이발생하였다[9].

두번째방법은불확실성을다루기위한확률기반의
방법으로, Schubert와 Wanielik은 베이지안 네트워크

를 사용하여 인지부터 판단까지의 불확실성을 고려한
판단방법을제시하였다. 하지만이역시복잡한모델과
동적인결정과제에관한적용이어렵다는한계가존재

한다[6].

마지막으로머신러닝(Machine Learning, ML)에기
반한 방법이다. 머신러닝은 크게 지도학습(supervised

learning), 비지도학습(unsupervised learning), 강화학
습(reinforcement learning)으로 구분할 수 있으며, 지
도학습은사람의주행데이터를기반으로판단에대한

정책을학습할수있지만적용이어렵다는한계점이존
대한다. 딥러닝은 학습이 가능할 정도의 방대한 양의
데이터가 필요하며, 이를 위한 데이터 취득은 굉장히

시간적으로오래걸리는일이며[12], 공개된데이터셋에
대해서는인지를위한데이터셋으로판단에대한적용
이어렵다. 판단은주변환경뿐만아니라운전자의심리

적요소까지고려해야하는요소로이는데이터를취득
하고이를정량화하여라벨링하는것역시한계가존재
한다[5]. 이와다르게강화학습은환경과 상호작용하여

스스로학습하기때문에불확실성과복잡도에대해강
인한 판단이 가능한 장점을 기반으로, 강화학습 기반
판단 결정 연구가 진행되고 있다[7,13].

불확실성및복잡한교통상황에서자율주행차량의
안전한판단을위해서강화학습연구가활발히진행되
고 있다[14]. 고속도로 환경 역시 자율주행 차진행되었

다. 행동 공간(action space)으로 목표 차선의 좌표

( )를정의하였으며[12], 차선변경및종방향에대한
가속과감속을행동공간을이산및연속으로정의하여

최적화하였다[6,10-21]. 또한, 행동공간에대해서가속에
대한이산행동에대해서다시크기에따라서여러개로
나누는방법을제시하였다[16,20]. 하지만, 위에서언급한

방법들은 모두 한 번에 종 방향 또는 횡 방향에 관한
결정만을 내리게 되며, 일반적으로 차량은 종 방향과
횡 방향 동시에 결정을 내리게 된다. 또한, 종 방향과

횡방향에대해서모두이산적이거나연속적인행동결
정을내리고있으며, 이는이둘을혼합한행동보다더
좋은성능을보인다고확신할수없다. 이에본논문에

서는, 에이전트의행동공간을다양한형태로구분하여
실험을 진행하며 성능의 우수성을 검증하였다.

나머지논문의구성은다음과같다. 2장에서는심층

강화학습방법론에관해서소개하며, 3장에서는논문에
서제안하는 hybrid action의설계및나머지행동공간
에대하여설명한다. 4장에서는보상설계를위한환경
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구성및학습을위한시나리오구성과방법에대해설명
한다. 또한, 각 행동 공간별 충돌률, 평균 속도, 평균
차로오차를통해결과를비교하며, 마지막 5장에서는

결론을 내린다.

Ⅱ. 심층 강화학습 방법론

2.1 마르코프 결정 프로세스
강화학습은환경과상호작용하면서에이전트또는

프로세스를 제어하는 알고리즘이다. 에이전트는 환경

으로부터상태와보상을받고환경과의상호작용과정
에서 누적된 long-term 수익을 극대화하고자 한다[15].

마르코프결정프로세스(Markov Decision Process,

MDP)는 강화학습 문제에 대한 기본적인 공식이다.

MDP는     로 정의할 수 있다. 는 상태
공간(state space), 는행동 공간(action space), 은
보상함수(reward function), 는상태전이확률(state

transition probability), 은 감쇠인자(discount factor)

이다. 정책(policy) 는 모든상태에서 행동을 선택할
때 사용되는 상태 공간에서 행동 공간으로 매핑

(mapping)하는함수  →이다[2]. 강화학습의목표

는 기대 보상을 최대화하는 최적 정책 를 찾는 것
이다.

2.2 가치 기반 강화학습 기법
가치 기반 강화학습 기법은 가치 함수를 Q-함수로

나타내어, 최적의가치함수를찾는것을목적으로한다
[22]. Q-함수는주어진상태에서각행동의예상보상을
평가하는예측함수로, 수식 (1)과같이벨만(bellman)

방정식을 이용하여 업데이트된다[19].

   ′   ′max ′′  (1)

수식(1)의가치함수를신경망파라미터 를기반으
로나타낸알고리즘을 deep Q-network (DQN)이라하

며, 기존의 Q-학습은 Q-가치를 Q-table에저장해서학
습했던 반면, DQN에서는 신경망의 출력이 Q-가치를
잘나타내도록수식 (2)와같이신경망을갱신하는방법

을 이용한다[5].

 ← 
    ′∈max′′   (2)

2.3 정책 기반 강화학습 기법
가치기반강화학습기법은반드시행동공간을이산

적으로정의해야한다. 하지만실제세계에서는이산적

으로행동공간을나타내기어려우며, 이산행동공간의
차원을매우크게하여연속적으로나타낼수있다. 하
지만이방법은 “차원의저주”에의해적용되기어려우

며, 따라서가치기반학습기법이아닌정책기반강화
학습 기법에 관한 연구가 제시되었다[22].

정책기반강화학습기법은주어진상태에서직접적

으로정책을추정하는방법으로, 일반적으로정책은신
경망 파라미터에 의해  로 정의될 수 있다[18].

따라서, 정책기반강화학습기법은발생하는가치함수

의변화를토대로파라미터 를갱신하여, 최적의정책
을찾고자하며, 최적의정책은수식 (3)과같은목적함

수 를 최대화하는 를 찾는 것이 목적이다.

    
   (3)

수식 (4)를이용하여최적의정책을찾기위해목적

함수 를 갱신해야 하며, 이를 위해서 policy

gradient (PG)라는방식이사용되어왔다. 이는목적함
수 를 최대화하기 위해 경사 상승(gradient

ascent)을 통해 수식 (5)처럼 갱신하게 된다[19,23].

    ∇ (4)

∇    ∇ log   (5)

Multi-step MDP에서는  을 학습의 bias를

줄이기위해서 advantage function 를사용하여
나타낼 수 있으며, 이를 monte-carlo PG라 한다[19,23].

∇    ∇ log  (6)

2.4 액터-크리틱 강화학습 기법
액터-크리틱(actor-critic) 강화학습 기법은 정책 기

반학습기법과가치기반강화학습의이점을합친기법
이다[10]. 액터는환경과상호작용하여정책을생성하고
행동을 선택하는 역할을 하며, 크리틱은 가치 함수에

기반하여액터의정책을평가하게된다[22,24]. 본논문에
서는 액터-크리틱 강화학습 기법 중 하나인 proximal

policy optimization(PPO)을 통해 횡 방향 이산 행동,

종 방향 연속 행동을 출력으로 하는 hybrid action을
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제시하고자 한다.

Ⅲ. 심층 강화학습 기반 주행 판단 모델

3.1 시스템 아키텍쳐
본장에서는시뮬레이션기반의자율주행시스템의

아키텍처에관해설명한다. 본시스템은 3차선고속도

로환경에서에이전트차량이주행하는상황이며, 아키
텍처는그림 1과같으며, 그림 2에서는주행판단모델
에대한의사결정코드를제시한다. 시스템은크게 3가

지로구분할수있다. 먼저에이전트차량이환경과상
호작용하여 상태를 입력으로 하여 네트워크를 통과하
면서에이전트 차량의행동에 대한 메뉴버(maneuver)

를출력으로내보내는부분이있다. 두번째는메뉴버를
바탕으로 에이전트 차량의 액추에이터(actuator)로 넣

기위한세부입력을계산하는부분이존재하며, 마지막
으로에피소드가새롭게시작될때마다시나리오를불
러오는 부분이 구성된다.

자율주행차량은 LiDAR와카메라센서등여러센
서를이용하여주변환경을인지할수있다. 객체탐지
알고리즘은 주변 차량의 상대 위치 x, y를 인지할 수

있으며, 이를 트래킹(tracking) 알고리즘을 통해 상대
속도를추정할수있다. 또한, 측위를통하여정밀지도
에서에이전트의위치를인지할수있으며, 정밀지도는

신호등, 차로 중심 등 다양한 정보를 포함한다[5].

본논문에서는자율주행차량의판단에대한검증을
하기위하여인지알고리즘을사용하는것이아닌주변

차량의위치와속도, 그리고차로중심에대해서시뮬레
이터 정보를 사용하여 검증한다.

3.2 시스템 모델 기반 마르코프 결정 프로세스
강화학습은 MDP로정의되는문제를푸는방법론으

로도로위의차량의주행을제어하기위해이장에서는
MDP를 정의하였다.

3.2.1 상태

상태공간은크게 2가지측면으로정의하였다. 먼저,

에이전트차량의상태를기준으로속도(), 각차로의
중심과에이전트차량중심의 y 좌표차이(), 에이
전트 차량이 주행하고자 하는 목적 차로 중심과의 y

좌표차이()를정의하였다. 두번째로는주변차

량(Surrounding Vehicles, SV)에 관한 상태로 에이전
트차량과의 x, y 좌표차이(), 속도차이()로
정의하였다.

      
      (7)

3.2.2 행동

행동공간은종방향과횡방향을구분하여나타내었
으며, 속도제어를위해종방향행동()은액추에이터

의제어값으로직접사용되며, 범위는 [-1, 1]이다. 그
림 3과 같이 횡 방향은 차량의 현재 차로를 기준으로

목표 차로를 설정()하게 된다. 차선 유지(Lane

Keeping, LK), 좌측 차선 변경(Lane Change Left,

LCL), 우측차선변경(Lane Change Right, LCR)으로
수식 (8)과 같이 정의한다.

    ∈ (8)

그림 1. 심층 강화학습 기반 주행 판단 모델 아키텍처
Fig. 1. Decision-making model based on deep
reinforcement learning architecture.

그림 2. 심층 강화학습 기반 주행 판단 모델 의사결정 코드
Fig. 2. Decision-making model based on deep
reinforcement learning pseudo-code.
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그림 3. 행동 공간 정의
Fig. 3. Definition of action space.

3.2.3 보상

보상함수는총 5가지측면에서정의하였으며, 모든

보상상수(∈    )는양수로정

의하였다. 먼저, 충돌을방지하기위해다른차량또는
가드레일(guard-rail)과 충돌 상황을 방지하기 위해서

수식 (10)와같이충돌상황발생시음의보상을부여
하였다[7]. 두 번째로 속도 측면에 있어서 미리 설정한
에이전트 차량의 제한 속도 범위 [min max] 내에서

높은속도에대해서높은보상을주기위해서에이전트

차량 속도()에 대해서 수식 (11)와 같이 나타내었다
[7,9]. 에이전트차량은수식 (8)에서정의한대로횡방향
에 대해서 현재 차로를 유지하거나 양옆 차로로 차선

변경을 하려 한다. 또한 차선 변경을 하는 중에 현재
차로를유지하는행동을하고자할때, 차량은양옆차

로로차선변경을하지못하고, 현재차로의중심이아

닌바깥에서주행을하게된다. 따라서이를방지하기
위해수식 (12)와같이목표차로의 y좌표와현재차로
의 y좌표 차이()의 크기에 비례하여 음의 보상을
부여하도록설정하였다. 다음으로는잦은차선변경을

제한하기 위해서 차선 변경을 하여 옆 차로로 이동할
때마다 수식 (13)과 같이 음의 보상을 부여하였다[15].

에이전트 차량의 학습의 속도를 높이기 위해서 양 끝

차로에 있을 때 가드레일 방향으로 차선 변경을 하지
않고주행하는차로를유지하도록하였다. 즉, 1차로에
서 LCL, 3차로에서 LCR 일때 LK를하도록했다. 따

라서이러한상황이발생하였을경우, 수식 (14)와같이

음의보상을 부여하도록설정하였으며[15], 총보상()
은 수식 (9)와 같이 이를 모두 더한 결과이다[7].

       (9)

   if    (10)

  max min
min

(11)

  (12)

   if    (13)

   if     (14)

3.3 PPO 구조도
PPO는 정책이 갱신되는 범위를 제한하여 PG에서

발생하는과한갱신을방지하여안정적인신경망을갱

신할 수 있게 하는 알고리즘이다[23].

본논문에서는효율적으로학습시키기위해서상태

공간()을 스케일링(scaling)하여 그 결과()를

네트워크 입력으로 사용하도록 입력 스케일링을 진행

한다. 또한, 하나의모델에서연속과이산행동을동시
에 사용하기 위한 심층 네트워크 구조를 제시한다.

3.3.1 입력 스케일링

수식 (7)에서정의한상태공간을스케일링해주었으

며, 스케일링은각상태를특정값으로나눠주어네트
워크의 입력을 구성하는 상태 공간끼리 차원
(dimension)의 차이가 크지 않도록 설정하였다. 특정

값은표 1을참고하였으며, 는주변차량의인
지 범위를 의미한다.

 max 
 

  
 min

표 1. 딥러닝 네트워크 입력장치 스케일링
Table 1. Input Scaling to the neural network.
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3.3.2 심층 네트워크 구조

하나의딥러닝구조에서이산행동과연속행동을동
시에출력을나타내어야한다. 그림 4는네트워크구조

를시각화하여나타내고있다. 네트워크는 23개의입력
층과 256개의노드로구성되는은닉층 3개로구성되어
있다. 또한, 이산행동공간과연속행동공간에대해서

따로출력을내기위해서마지막은닉층의출력을이산
행동공간은노드의크기가 3인은닉층으로, 연속행동
공간의경우노드의크기가 1인은닉층을통과하게된

다. 또한, 각행동공간의출력을내보내기위해서이산
행동공간은 softmax를거치게되고연속행동공간의
경우 가우시안 샘플링(gaussian sampling)을 거친 후

[-1,1]로클리핑(clipping) 후최종적으로네트워크에서
출력을 산출한다.

그림 4. 심층 뉴럴 네트워크 구조
Fig. 4. Structure of deep neural network.

3.4 Other MDP 정의
본논문에서제시하는 hybrid action은차량액추에

이터의종방향은연속행동, 횡방향은이산행동으로

정의하여고속도로환경을주행한다. 종방향은네트워
크의출력으로닫힌구간 [-1, 1]에서의연속적인값이
결과로 나오게 된다. 이 결과가 양수일 때는 스로틀

(throttle)을 제어하며, 음수일 때는 브레이크(brake)를
제어하도록설정하였다. 횡방향은네트워크의결과가
차선 변경에 대한 3가지 이산 행동으로 목표 차로를

주행하기위해고정된 스티어링(steering)이아닌 pure

pursuit 방법을통해스티어링을계산하여제어하도록
하였다.

본논문에서는 hybrid action 외의다른행동유형을
비교하여 hybrid action을최적의행동유형으로 제시
하는바이다. 하지만 hybrid action의MDP는다른행동

유형에 적용되기 어려운 부분이 존재한다. 따라서 본
장에서는 single discrete, double discrete, only

continuous의행동유형에대해서 MDP 정의를내린다.

표 2에서는다른행동유형의상태에대해서나타내
고있으며, single discrete는이산적으로종방향과횡
방향의행동공간이하나의차원에서정의되어동시에

종방향또는횡방향결정을내리도록하는방식이다.

횡방향행동공간에대해서는 hybrid action과동일하
게 LCL, LCR, LK로구성되며, 종방향에대해서 ACC

와 DEC는각각가속과감속을나타내며이를포함하여
크기가 5인행동공간을나타낸다. 또한, 가속과감속에
대해서 에이전트 차량의 현재 목표속도에서 2.5km/h

를 더하거나 빼서 목표 속도를 수정하도록 하였으며,

액추에이터에 대한 종 방향 제어는 비례-적분-미분
(Proportional Integral Differential, PID)제어를사용하

였다. 에피소드 시작 에이전트의 목표속도는 80km/h

로 설정하였다.

Double discrete는이산적으로종방향과횡방향을

동시에결정을내릴수있도록다른차원에서정의되었
으며, 횡 방향 행동 공간은 hybrid action과 동일하다.

또한, 종방향의경우 single discrete에서 NONE이추

가되었으며, NONE은 어떠한 가속 또는 감속을 하지

Action types Actions space

single discrete 
double discrete

 
only continuous   

표 2. 각 행동 유형 별 행동 공간 정의
Table 2. Definition of action space of other action types.
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않는 행동을 의미한다.

Only continuous는종방향과횡방향행동공간이
연속적으로 따로 정의되어 있으며, 종 방향은 hybrid

action과동일하게제어하고, 횡방향은에이전트차량
의액추에이터의스티어링의제어값을출력으로내보
낸다. 또한, 스티어링의최대범위는 1.5°로설정하였다.

Only continuous에서는 을 설정할 수 없다.

따라서표 3과같이각행동유형별 MDP 상태공간을
다르게 하였으며, discrete 유형에 대해서는 을
추가하였고, 이는 에이전트 차량의 목표 속도와 현재
속도의 차이를 나타낸다. 또한, only continuous 유형

은가드레일까지의거리()와헤딩()을추가하
였다.

Action types State( )
single & double discrete

  ∈ 

only continuous
  ∈ 

표 3. 각 행동 유형 별 상태 공간 정의
Table 3. Definition of state space of other action types.

Ⅳ. 시뮬레이션 결과

4.1 유니티 시뮬레이션 환경
본연구에서는 ML-Unity를활용하여시뮬레이터환

경을 구성하였으며, 3차선 고속도로에서 에피소드 당
최대 1,500m를 주행하도록 설정하였다. 차량은 폭은
1.7m, 축거는 4.0m, 최대스티어링은 25°의차량을활

용하여학습하였다. 주행환경을구성하는파라미터로max는 120km/h로설정하였으며, min은 60km/h로설

정하였다. 또한, 제어기는 50Hz, 주변 차량 인지는

20Hz, 판단은 10Hz마다 갱신하게 설정하였다.

시뮬레이션 환경을 구성하기 위해서 unity asset을
사용하였으며, 차량은 ‘NWH Vehjcle Physic2’, 3차선

고속도로환경은 ‘Modular Highways & Freeways’을
사용하였다. 또한 ‘Box Collider’를사용하여, 차량간
의충돌과가드레일과의충돌을센싱하였다. 그림 5는

차량에이전트의정면과 bird eye view(BEV)를시각적
으로 보여주고 있다.

4.1.1 차량 상태 정의

MDP의수식 (7) 상태공간정의에서주변차량(SV)

의상태를사용하며, 수식 (13)에서는차선변경에대하
여보상함수를정의하고있다. 따라서이장에서는주
변차량과차선변경에대한세부적인정의를내리도록

한다.

주변 차량은 그림 6처럼 에이전트 차량을 기준으로
양옆차선과종방향으로 x 좌표차이 100m()를

기준으로하여설정하였으며, 그림 6과같이주변차량

의인덱스 s에 recognition을설정한다. 주변차량이네트
워크의입력으로들어가는순서를지정하여주변차량의
상태에대한순서로인한다양성을줄이려시도하였다.

s=1부터 6까지 front vehicle left (FVL), front vehicle

in-lane (FVI), front vehicle right (FVR), rear vehicle

left (RVL), rear vehicle in-lane (RVI), rear vehicle

right (RVR)로 recognition을설정한다. 또한, 에이전트
차량이주행하는과정에서항상해당 recognition의주변
차량이 존재하지 않으며, 이때는 충분히 큰 값으로

(     ) 초기화를진

행한다. 차선변경의경우에이전트차량의중심을기준
으로 차선을 넘었을 때를 차선 변경으로 정의하였다.

그림 6. 주변 차량 recognition 정의
Fig. 6. Definition of surrounding vehicles.

4.2 시뮬레이션 시나리오
일반적으로고속도로위에서차량은가속또는감속

및차선변경을할수있다. 본논문에서는차량이정속그림 5. 차량 주행 시뮬레이터 환경
Fig. 5. Vehicles driving simulator environment.
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으로한차로만을주행하는상황만을시나리오로학습
하여 4가지 행동 유형을 평가하고자 하며, 추후 주변
차량의급감속과끼어들기등에대한상황을탐색하고

자한다. Mei Zhang과 Kai Chen은 2차로부터 4차로까
지주변차량이차선변경없이정속주행하는시나리오
를 6개제시하였으며[4], 본논문에서는 4차로에대해서

좌측 3개차로와우측 3개차로로나누어그림 7과같이
8개의시나리오로재구성하였다. 에피소드가시작될때
마다무작위로 8개중에하나의시나리오를선택하도록

하여학습을진행한다. 시나리오가선택된이후에에이

전트차량의시작차선을무작위로선택하여시나리오
에 대해서 더 다양하게 학습하도록 설정하였다. 또한,

1,500번의에피소드를학습했을경우시나리오를구성

하는차량의수를두대이상이구성되게무작위로선택
하여시나리오를구성하여, 다양한상황에대해학습하
도록 시도하였다. 총 1,000,000 step을 학습시켰으며,

Test의경우에는총 100번의에피소드를구성하여결과
를 테스트하였다.

4.3 시뮬레이션 결과
본논문에서는강화학습의학습과정을평가하기위

해에피소드진행에따른누적보상의크기변화양상과
정책및가치손실에대한변화양상을확인한후학습
과정에 대해서 추가 평가 지표로 학습의 진행에 따른

평균 속도에 대한 양상과 평균 차로 오차, 차선 변경
수, 50번 에피소드 당 충돌 횟수를 평가한다. Test에
대한평가지표로는충돌률과평균속도, 평균차로오

차를 제시하여, 결과를 평가하도록 한다.

4.3.1 학습에 따른 보상 및 손실 양상

본논문에서제시하는 hybrid action이누적보상값
이제일높게형성되는것을그림 8에서확인할수있으

며, 가치 손실은 그림 9와 같이 에피소드가 진행됨에
따라 작아지는 것을 확인할 수 있다. 하지만, 학습이
약 700k가되는지점에서누적보상은감소하고, 손실

은증가하는양상을보이는데, 이는학습한에피소드가
1500번을넘어가는지점으로시나리오를구성하는차
량의 수를 무작위로 선택하는 지점이다. 따라서 이를

통해 기존의 시나리오에 대해서과적합되어 학습했음
을추정할수있으며, 강화학습에서탐색은학습초기에
는빈번하게일어나지만, 학습후반에서는탐색보다는

그림 7. 학습 및 테스트를 위한 시나리오 구성
Fig. 7. Configuration of scenarios for train and test.

그림 8. 학습 누적 보상 결과
Fig. 8. Cumulative reward of train.
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활용을주로행하기때문에학습의개선이느리게일어
나고 있다.

4.3.2 행동 유형별 학습 결과

1,500번지점부터학습의성능을비교하기어려우므

로 700k의 step을기준으로하여이전까지의학습결과
를비교하였다. 그림 11-14와같이학습의과정에서평
균 속도, 차로 변경 수, 평균 차로 오차, 50 에피소드

별 충돌 횟수 모두 개선되고 있음을 확인할 수 있다.

하지만, only continuous의경우평균속도, 평균차로
오차모두다른행동유형보다성능이낮다. 이는다른

행동유형은횡방향행동공간에대해서목표차로를
설정하여 제어하기 때문에 가드레일과의 충돌이 없으
며, 차로중앙을유지하려한다. 반면에 only continuous

는횡방향을목표차로가아닌연속행동을액추에이터
의스티어링으로사용하기때문에주변차량과의충돌
뿐만아니라차로유지와가드레일과의충돌상황이빈

번하게일어난다. 따라서본논문에서정의한보상함수
로적용하기어려운것으로확인된다. 또한, 50 에피소

그림 9. 학습 가치 손실 결과
Fig. 9. Value loss of train.

그림 10. 학습 정책 손실 결과
Fig. 10. Policy loss of train.

그림 11. 학습 평균 속도
Fig. 11. Mean velocity of train.

그림 12. 학습 평균 차로 오차
Fig. 12. Mean lane error of train.

그림 13. 학습 차선 변경 수
Fig. 13. Lane change count of train.
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드마다 충돌 횟수 역시 다른 행동 유형에 비해 크게
나타나며, 학습 과정에서 single discrete와 hybrid

action은 차이는 두드러지지 않는 것으로 나타난다.

4.3.3 Test 결과 평가

표 4의 결과를 보면 본 논문에서 제시하는 hybrid

action이충돌률이 1%, 평균속도는 106.62km/h, 평균
차로오차는 0.152m로최적의성능을나타내고있으며,

다음으로는 single discrete가좋은성능을나타내고있
다. double discrete의경우충돌률이상대적으로크며,

only continuous는충돌률뿐아니라평균속도와차로

오차에서모두다른행동유형과비교하면성능이많이
떨어지고있다. 그림 15과 16은각각평균속도와평균
차로오차에대해서테스트한시나리오의결과를시각

적으로보여주고있다. PPO는하나의샘플을여러번의
업데이트를사용하므로수렴속도가빠르지만, 하이퍼
파라미터에민감하다. 실험을통해표 5와같이파라미

터의 크기를 설정하였다. 보상함수는   
와 같이 특정 이벤트에 의해 발생하는 보상과 와같이에이전트의상태에의해연속적
으로발생하는보상으로구분될수있다. 이벤트에의해

발생하는 보상에서 충돌은 에이전트의 주행에 있어서
필수적으로 막아야 하는 상황이며, 이와 별개로 와는 크게 설정하였다[15]. 또한 는유일한 양의
보상으로이상적인주행을위한가장직접적인보상이

되며, 누적 가 에비해너무크게할경우,

에이전트는제한된속도범위에서속도를높이는것이

충돌보다더이상적인결정이라고판단한다. 반대로너
무작게할경우, 충돌을방지하기위해가속에있어서

그림 14. 학습 50 에피소드 당 충돌 횟수
Fig. 14. Collision count per 50 episodes of train.

그림 15. 테스트 평균 속도 박스 플랏
Fig. 15. Box plot of mean velocity.

그림 16. 테스트 평균 차로 오차 박스 플랏
Fig. 16. Box plot of mean lane error.

Discount Factor  0.99

Experience Buffer size  12,000

Batch size  64

Maximum epoch  1000,000

Learning rate  0.003

표 5.심층강화학습 파라미터
Table 5. Parameter of deep reinforcement learning.

Collision
rate[%]

 
[km/h]


[m]

hybrid
action

1 106.62 0.152

single
discrete

2 103.93 0.154

double
discrete

6 101.61 0.199

only
continuous

11 89.94 0.653

표 4. 테스트 비교 결과
Table 4. Test comparison results.
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소극적인판단을하게된다. 따라서실험을통해 1500m

를에이전트가주행하는동안충돌이없는상황에서 
가 의 약 4배가 되도록 를 설정하였다.는 차로의 중심을 유지하도록 역할을 해주는
동시에차선변경을제한시킬수있다. 따라서 
는 의크기와매프레임마다보상을얻는점을고려

하여설정하였으며, 그림 17과 18에서 의유무
에 따라 평균 차로 오차와 차선 변경의 수의 영향을

주는 것을 확인할 수 있다. 설정한 상수()는 표 6에
나타내었다.

Ⅴ. 결 론

본논문에서는심층강화학습을이용하여 3차선고

속도로에서차량을회피하면서주행하기위해행동공
간을 4가지로 구분하여 최적의 방법을 제시하였다.

각행동유형에따라상태공간을다르게정의하였으

며, 결과를비교하기위해학습과정에서의누적보상과
손실뿐만아니라평균속도, 평균차로오차, 차선변경
횟수, 50 에피소드별충돌횟수를평가지표로제시하

여비교하였다. 테스트에서는충돌률, 평균속도, 평균
차로오차를비교하여 hybrid action을최적의행동유
형으로 제안하였다. 그러나 최적의 행동 유형에서도

100번의 테스트 중 1번의 충돌이 발생하였으며, 이는
매우위험한결과이다. 강화학습은결과를설명하기어
렵다는단점이존재한다. 그렇기에강화학습만을적용

한판단이어려우며, 따라서규칙기반을섞어안전한
주행이 가능한 모델을 개발할 계획이다.
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